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Metody redukcji wymiaru mozemy podzieli¢ na:
1. feature selection

o algorytmy przeszukiwania (np. wyzarzania, zachtanne)
o kryteria stopu (np. AIC, BIC)
2. feature extraction

o metody liniowe (np. PCA, LDA)
o metody nieliniowe (np. t-SNE, UMAP)
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Schemat dziatania t-SNE:

1. liczenie gaussowskich rozktadow p-stwa
pomiedzy przyktadami,

2. liczenie rozktadow t-Studenta dla
embeddingow,

3. minimalizacja dywergencji Kullbacka-Leiblera
pomiedzy rozktadami za pomocg algorytmu
gradientowej optymalizacji
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Schemat dziatania UMAP:

1.

liczenie topologicznej reprezentacji danych
przy nieznanej rozmaitosci, na ktorej sg one
zadane,

liczenie topologicznej reprezentacji
embeddingdw na znanej (niskowymiarowej)
rozmaitosci,

minimalizacja entropii krzyzowej pomiedzy
reprezentacjami za pomocg algorytmu
gradientowej optymalizacji



Podstawowe pojecia
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/ twierdzenia o nerwie wiemy, ze tak
skonstruowany kompleks symplicjalny zawiera
istotne informacje o wtasnosciach wyjsciowej

przestrzeni topologicznej, np. ma ten sam typ
homotopii.

Jesli zatozymy, ze nasze dane lezg w pewnej
przestrzeni metrycznej, to mozemy
aproksymowac pokrycie poprzez kule
jednostkowe wokét poszczegdlnych punktow.
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Problem jest rozwigzany o tyle, o ile pozostaje
do ustalenia wartos¢ K algorytmu KNN.

Parametr K pozwala nam kontrolowac
okalnosc reprezentacji (im mniejszy tym
oardziej lokalna).
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Majac przyblizenie metryki riemannowskiej tej
rozmaitosci mozemy mierzyc dystans
pomiedzy punktami, w szczegolnosci stworzyc
wazony graf podobienstwa pomiedzy
punktami danych.

Ma to prostg interpretacje w sensie zbiorow
rozmytych: okreslamy stopien przynaleznosci
do danego zbioru otwartego.
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Ten problem rozwigzuje pojecie
lokalnej spdéjnosci: wokét kazdego punktu
rozmaitosci istnieje pewne spojne otoczenie.

A w sensie zbiorow skonczonych —
nie ma punktow izolowanych.

Dla zbiorow rozmytych oznacza to tyle, ze
otoczenie do najblizszego sgsiada ma stopien
przynaleznosci rowny 1.
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Przyjmujac odlegtosci jako p-stwa istnienia
krawedzi, definiujemy odlegtos¢ pomiedzy
punktami jako p-stwo ze przynajmniej jedna z
krawedzi istnieje, a wiec dla wag a i b ktadziemy
d(a,b) = a+b—a*b

Dla tak zdefiniowanych krawedzi reprezentacja
topologiczna danych jest rozmytym kompleksem
symplicjalnym, ktory mozemy reprezentowac za
pomocg wazonego grafu.
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Kolejny krok to znalezienie embeddingu, ktory
ma mozliwie podobng reprezentacje
topologiczna.

Reprezentacje topologiczng mozemy wyliczac
w taki sam sposob jak dla danych. Rdznica
polega na tym, ze dla embeddingu

nie przyblizamy metryki riemannowskiej,

bo wiemy jak ma wygladac¢ metryka
rozmaitosci - ma byc¢ euklidesowa (liczba
wymiarow jest parametrem).
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Musimy umiec porownywac reprezentacje
danych i embeddingow.

Dane i embeddingi dzielg 0-sympleksy.
Jesli uznamy wagi za p-stwa istnienia
krawedzi, to porownywanie 1-symplekséw
sprowadza sie do porownywania dwu
wektorow prawdopodobienstw.

Przy zatozeniu, ze majg one rozktad zero-
jedynkowy, za miare podobienstwa mozemy
wzig€ entropie krzyzowa.



Czes¢ odpowiedzialna
za skupienia

U‘:[EJ )

— 1 —w(e) ,

Czes¢ odpowiedzialna
Za przerwy



e PCA

UMAP o
2500 @ MulticoreTSNE
® OpenTSNE »

2000

1500

runtime (s)

1000

900

o

10000 20000 30000 40000 50000 60000 70000
dataset size

[ — ]




Zalety



Zalety

»UMAP dziata szybciej niz t-SNE i lepiej sie skaluje
tak z licznymi, jak i wielowymiarowymi danymi;



Zalety

»UMAP dziata szybciej niz t-SNE i lepiej sie skaluje
tak z licznymi, jak i wielowymiarowymi danymi;
»oprocz redukcji wymiaru, UMAP uczy sie rowniez
metryki embeddowanej przestrzeni, co mozna
wykorzysta¢ do zadan uczenia nadzorowanego;



Zalety

»UMAP dziata szybciej niz t-SNE i lepiej sie skaluje
tak z licznymi, jak i wielowymiarowymi danymi;
»oprocz redukcji wymiaru, UMAP uczy sie rowniez
metryki embeddowanej przestrzeni, co mozna
wykorzysta¢ do zadan uczenia nadzorowanego;

»UMAP uwzglednia tak lokalng strukture danych,
jak i globalna.



Zalety

»UMAP dziata szybciej niz t-SNE i lepiej sie skaluje
tak z licznymi, jak i wielowymiarowymi danymi;
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wykorzysta¢ do zadan uczenia nadzorowanego;
»UMAP uwzglednia tak lokalng strukture danych,
jak i globalna.

»dostepne sg implementacje algorytmu UMAP

w jezykach Python, R, Julia
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Wady

» Podstawowe zatozenie UMAPa — Zze dane sg potozone
na pewnej rozmaitosci — sprawia, ze UMAP jest mato
odporny na szum w danych (szczegdlnie dotyczy to
matych zbiorow danych);

» chociaz globalna struktura danych jest brana pod
uwage, to jednak UMAP gtdwnie odwzorowuje
lokalne zaleznosci;

» UMAP nie produkuje interpretowalnych wynikéw;

» UMAP bazuje na licznych aproksymacjach, np. do
liczenia KNN, stad nie nadaje sie do matych zbiorow
danych (<500);
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dokumentacja UMAP w wersji jezyka Python jest dostepna pod linkiem:
umap-learn.readthedocs.io
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