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C++

w CH ,5)

silnika Unity3D g rail I

) Unreal Engine

arzedzi wspomagajgcych opartych o GUI

pekty silnika Al:
ieloagentowy
j]a, reprezentacja i przeptyw danych
boru zachowania

oowanie




Blackboard

A

Shared
Blackboard

AlManager

Reasoner

1
L]
L]
[
i
i
L

dzis gtdwnie o ty

Emmm————— - =

(evolutionary
optimizable)




Monte Carlo Tree Search



Monte Carlo Tree-Search (MCTS)

Iteracyjne przeszukiwanie drzewa gry
= wymagany jedynie (wydajny) symulator gry

= podstawa wielu przetomowych osiggniec np. AlphaGo (Google DeepMind)
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azda moze mie¢ modyfikacje i rozszerzenia)

eurystyczna

Repeated X times

Selection Expansion Play-out Backpropagation

BEED




anytime

balansowane drzewo niz min-max / alfa-beta / MTD(f)

Horyzont

[100] [50] [50] [0]

Przeszukiwanie drzewa gry MCTS (ang. Monte Carlo Tree Search)
(ala min-max)




ej roli (gracza):

ja
3cy stan
sredni wynik gry przy wykonaniu akcji a w stanie s
ba dotychczasowych odwiedzin stanu s
zba dotychczasowych wyboréw akcji a w stanie s




Comparison of Different Selection Strategies in Monte-Carlo Tree
Search for the Game of Tron

Pierre Perick, David L. St-Pierre, Francis Maes and Damien Ernst

@ Note that a Bernoulli random variable with p = 0.5 is the reward
distribution that will give the highest variance (which is 7).

@ We can also compute the sample variance o; for each action.
@ Then use the upper confidence bound for action j of:

(1 ( 2In n)) Modifications of UCT and sequence-like simulations for
gj

Z’ n; Monte-Carlo Go

Yizao Wang Sylvain Gelly
Center of Applied Mathematics TAO (INRIA). LRI, UMR (CNRS - Univ. Paris-Sud)
Ecole Polytechnique. Palaiseau, France University of Paris-Sud. Orsay. France

yizao.wang @ polytechnique.edu sylvain.gelly @lri.fr




Wybor akcji w grze

Metoda sterowana budzetem obliczeniowym
" |iczba symulacji lub czas dostepny na obliczenia

Po wyczerpaniu budzetu, wybor akcji w grze:

=

a =argmax<Q(s,a)
acA(s)

.




Inicjalizacja modelu

ttumaczenie:

. . MCTS
akcje MCTS = zachowania

zachowania



Motywacja uczenia offline

Podejscia symulacyjne sg bardzo wymagajace obliczeniowo

W grach komputerowych, czesto budzet na Al jest niewielki

B od 2-3ms do 16ms na klatke animacji

® nawet strategiczne decyzje — max kilka sekund

®  gry czasu rzeczywistego — Al musi dziatac, czas goni, fatwa eksploatacja gtupiego Al

= gry turowe — Al nie moze wykonywac tury zbyt dtugo, by nie zniecierpliwic graczy

Podejscia symulacyjne bywajg trudne w zrozumieniu i testowaniu

Podejscia symulacyjne bywaja nieprzewidywalne (co ma wady i zalety)




ste heurystyki

skonczone

ehawioralne




y i wizualny sposob definiowania skryptu
Sekwencje

y
chowan (behavior)

awioralne mogg modelowac drzewa decyzyjne

a odwrot




Wady drzew behawioralnych

Tworzone recznie => czasochtonny proces

Wymagajg tworczej pracy projektanta Al

" same z siebie , nie rozwigzujg Al”, nie optymalizujg zadnej funkcji celu

Ztozone Al moze wymagac bardzo duzych i ztozonych drzew

" 7znow, nie bytby to problem, gdyby byty tworzone automatycznie

Praca z drzewami behawioralnymi zle sie skaluje wraz ze zmianami w grze lub
Zwiekszaniem ztozonosci gry




aby uzy¢ MCTS jako trenera drzewa decyzyjnego

alny narzut obliczeniowy
testowanie
idywalne i deterministyczne
7g sie tworcom gier z drzewami behawioralnymi
a recznie poprawic
trzeba — mozna trenowac tak, by ,wygtadza¢ zachowanie”.

dziata bardziej wyrachowanie i asymptotycznie dgzy do optymalnej gry)




Uczenie offline - metoda



ie MCTS tylko w fazie produkcji gry
botami

one ograniczenia czasowe np. 50 razy wiecej czasu na decyzje
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Wektoryzacja

Sprowadzenie stanu gry do wektora liczb zmiennoprzecinkowych

= w MCTS stan gry moze byc reprezentowany w dowolny sposoéb

Podobne zagadnienie jest w uczeniu maszynowym

MyHP EnemyHP AttackAngle MyWeaponDmg EnemyWeaponDmg

T ——




anu jako czynniki, ktére wptywajg na decyzje gracza
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anie wektoryzatora

ierania danych (rozgrywki treningowe)
ektoryzacja weztow MCTS

iltrowanie weztow

\gregacja po wektoryzacji

gregacja po akgji

)wanie drzewa decyzyjnego




acja weztow MCTS

stan gry; zapisanie wezta wraz z wektoryzacja

anie weztow

isits = learningThreshold * totalVisits

ja po wektoryzacji
v,] value = list<node>
ownania po wspotrzednych z precyzjg p = 0.01

owanie




» weztow

> learningThreshold * totalVisits




0o wektoryzacji

o] value = list<node>
yorownania po wspotrzednych z precyzjg p = 0.01

e hashowanie




d) agregacja po akcji

Na wejsciu mamy

= key: [vy,...,v,] value = list<node>

Dla kazdego wezta na liscie
= okreslamy najlepsza akcje a” w wezle (argmax(Q))
® zapisujemy takie akcje w stowniku

key: [action] value = action.visits

Dla kazdej najlepszej akcji @” sumujemy liczbe odwiedzin

Akcja z najwiekszg liczbg odwiedzin wraz z wektoryzacjg stanu dodawana jest do
globalnego datasetu do uczenia drzewa decyzyjnego



Petla zbierania danych

for k trainingRepeats:
for | gameRepeats:
game.start()
while(game not finished)
mcts.run(iterations)
playAction(mcts.getBestAction())

end (WhiIE) \
= tu mozemy okreslac akcje i

end (for) — dodawac do datasetu uczacego

end(for)



dstawie zebranych danych w postaci

ja, wybrana akcja]

erowania - algorytm C4.5 (Ross Quinlan)
ie algorytmu ID3 (lterative Dichotomiser)

a koncepcjach entropii oraz zysku informacji (information gain)




do trzech rodzajow weztow:

: |F(data[i] == value)
zne, ciggte: IF(datali] <= splitValue) oraz IF(datali] > splitValue)

wieraja decyzje (akcje gry)

NOMINAL NUMERIC
consideration consideration

EnemyType EnemyHP

Oragon
(5f) <51.3f > 51.3f)
rc . gre
Knight
@/ Kt X

next nodes




etody uczenia:

owtorzen petli
0 wektoryzacji
ngThreshold — aby uczyc sie na danych lepszej jakosci

ent agregacji akcji (wyboru najlepszej) i stworzenia préobki uczacej
STATE, GAME, N-GAMES

MCTS:
nik eksploracji (UCT constant)




Srodowisko do eksperymentdw




i 1 vs. 1 w grach typu rogue-like
czona
iu gra czasu rzeczywistego

oS nietypowego dla klasycznego MCTS

)yrotagonista, zwany dalej graczem

: automatyczny robot, zwany dalej przeciwnikiem




kierunkach (WSAD)
biera czas

awsze w kierunku przeciwnika, legalny tylko gdy ten jest w zasiegu

zawsze W kierunku gtéwnego gracza

tym samym czasie, co ruch gracza

jgce sie ramie, ktore atakuje automatycznie poprzez kolizje z nim




Parametr
PlayerSpeed
PlayerAttackRange
EnemyLinearSpeed
EnemyAngularSpeed
EnemyAttackRange
BodyRadius

Target Points

Max Time

_____

Interpretacja

liczba jednostek odlegtosci, ktorg porusza sie gracz w ciggu 1 sekundy

zasieg ataku gracza w jednostkach odlegtosci

liczba jednostek odlegtosci, ktdrg porusza sie przeciwnik w ciggu 1 sekundy

kat w radianach, o ktéry obraca sie ramie przeciwnika w ciggu 1 sekundy

zasieg ataku przeciwnika w jednostkach odlegtosci

rozmiar graczy do okreslania kolizji

liczba punktéw do zdobycia przez gracza, aby wygraé (liczba potrzebnych trafien)

liczba sekund gry, po ktdrej gracz przegrywa
A

[Speed, 0]
----- -

| [0,Speed]
|

- o« \J

Wstepna wartosé
2.2
20.0
1.2
[1/4
20.0
10.0
36
150



f A
orotagonisty Player 1o, .speed

ly w zasiegu (distance < AttackRange) [Speed, 0]

AttackRange

ywsze w kierunku przeciwnika | [0,Speed]
AngularSpeed |
s o \

osztuje” czasu... o
AttackRange

] : , , i ,  (Player XY - EnemyXY).Normalize() * LinearSpeed
nie mozna atakowac 2 razy bezposrednio po sobie =.

czny daje +1 punkt

Enem

nika
ie, obraca sie automatycznie
nemy Arm — Player Body => wygrana przeciwnika
emy Body — Player Body => wygrana przeciwnika

nej gracza w ciggu 150 sekund => wygrana przeciwnika







ant to usredniony wynik 204 powtdrzen, o ile nie bedzie explic
aczej.

wynik gry = {é jezeli gracz wygrat

jezeli gracz przegrat

enty kalibracyjne

2nty zwigzane z oceng offline learning




/obaczmy jak trudna to gra

Attack Player Speed
Range 1,2 1,40 1,6 1,8 1,9 2 2,2 2,8
12 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,39
14 0,00 0,00 0,00 0,00 0,00 0,10 0,19 0,94
16 0,00 0,00 0,00 0,01 0,09 0,35 0,79 1,00
18 0,00 0,00 0,00 0,37 0,62 0,81 0,97 1,00
20 0,00 0,00 0,30 0,84 0,93 0,99 1,00 1,00
26 0,57 0,98 1,00 1,00 1,00 1,00 1,00 1,00
Parametr Wartos¢ Parametr Wartos¢
PlayerSpeed — 2.0 BodyRadius 10.0
PlayerAttackRange — 18 Target Points 36
EnemyLlinearSpeed 1.2 Max Time 150
EnemyAngularSpeed [1/4 UCT constant V2
EnemyAttackRange 20.0 MCTS iterations 50 000



0
0.01 =
0.1

0.25 %

UCT-C

(2)

0.1*\/@

(2)

0.76
0.79
0.84
0.88
0.81

UCT-C Score
0.5%+/(2) 0.84
V2 0.81

2 % /2 0.80
4% /2 0.81

8 % /2 0.81

UCT-C Score

16%v2  0.83
32%v/2  0.82
642 0.8
128 %v/2  0.79

Parametr Wartos¢ Parametr Wartos¢
PlayerSpeed 2.0 BodyRadius 10.0
PlayerAttackRange 18 Target Points 36
EnemylinearSpeed 1.2 Max Time 150
EnemyAngularSpeed [1/4 UCT constant 5 0.1%V2
EnemyAttackRange 20.0 MCTS iterations 50 000




Tuning liczby iteracji

Iterations Score | Iterations Score | Iterations Score
1K 0.00 40K 0.74 150K 0.99
5K 0.06 50K 0.88 200K 0.99 o .e
10K 0.28 5K 0.88 250K 1.00 dla 1OOK Itera C'II
20K 0.42 100K 0.95 300K 100 baseline = 0.95
30K 0.59 125K 0.97 400K 1.00
Parametr Wartos¢ Parametr Wartos¢
PlayerSpeed 2.0 BodyRadius 10.0
PlayerAttackRange 18 Target Points 36
EnemyLlinearSpeed 1.2 Max Time 150
EnemyAngularSpeed [1/4 UCT constant 0.1*+2
EnemyAttackRange 20.0 MCTS iterations — 100 000



okreslenie sposobu wektoryzacji stanu

z7ator powinien uogdlniac stan
emy np. absolutnej pozycji

emy, aby byto zbyt duzo unikalnych stanow
0 bedzie skutkowac¢ mato uzytecznym drzewem decyzyjnym

zesnie, wektoryzator musi bra¢ wazne czynniki pod uwage pod kate
akcji przez gracza







dlegtos¢ miedzy graczem a przeciwnikiem
zebne do decydowania o ataku i ucieczce
>na od srodkow kot reprezentujacych ciata postaci

gle: biezgca wartosc kata ramienia przeciwnika
duzy wptywa na to, czy przeciwnik nas trafi

SC gry, a wiec parametr dostepny od reki




gle: wzgledne ustawienie - kat, jaki tworzy wektor gracz — przeciwn
wybranym kierunkiem odniesienia

yerPosition — EnemyPosition||

Atan2(dir.Y, dir.X), Atan2(dir.Y,dir.X) = 0

ngle = {AtanZ(diT- Y,dir.X) + 2m, Atan2(dir.Y,dir.X) < 0

ase: “one-hot encoding” czy distance < 35, zeby odroznic faze dtugiego zk
aciwnika od powtarzalnego procesu walki




Dyskretyzacja katow

Wektoryzator bedziemy parametryzowac dwiema liczbami

DT(A, B) — drzewo decyzyjne z granulacjg wektoryzacji A oraz B, co oznacza

RelativeAngle 180]

vectorization|1] = [ e

EnemyAngle 180]

vectorization|2] = [ B

We wstepnych testach, najlepiej radzito sobie DT(40, 40)



for k trainingRepeats:

for | gameRepeats:

po kazdym stanie game.start()

po kazdej grze while(game not finished)

mcts.run(iterations)

ES - po wykonaniu n gier
B WY 5 playAction(mcts.getBestAction()

end (while)

end (for)

end(for)




Training Data aggregation Learning threshold

repeats method 0 0.01 0.1 0.5 0.99
1 STATE 0.00 0.00 0.5 052 0.54
1 GAME 0.00 0.00 0.5 063 0.63
1 10 - GAMES 0.00 0.00 048 062 0.64
10 STATE 0.00 0.00 046 051 0.52
10 GAME 0.00 0.00 054 063 0.64
10 10 - GAMES 0.00 0.00 053 063 0.64
50 STATE 0.50
50 GAME 0.60
50 10 - GAMES 0.65

Whnioski:

spodziewatem sie
lepszych wyniko

duzo gorzej niz 0.9
GAME najlepszg op

zwiekszanie powto
zwieksza oczekiwat
wyniku (pdzniej ok
chodzi!)

learning threshc

nie optaca ucz
drzewie MC
korzenia



Training

repeats

Data conversion
method

Learning threshold
0.01 0.1 0.5

1
1
1

STATE
GAME
10 —-GAMES

0.00 0.5  0.52
0.00 0.5  0.63
0.00 048 0.62

Training

repeats

Data conversion
method

Learning threshold
0.01 0.1 0.5

1
1
1

STATE
GAME
10 —-GAMES

0.91 0.541 0.61
0.89  0.54  0.61
0.90  0.59  0.62




Training Data conversion Learning threshold
repeats method 0 0.01 0.1 0.5 0.99

1 STATE 0.00 0.00 0.5 052 0.54
1 GAME 0.00 0.00 0.5 063 0.63
1 100 -GAMES | 0.00 0.00 048 0.62 0.64

o metode nauki GAME:
lanie najlepszych akcji w weztach po 1 petnej grze

a porownywalnie dobra z 10-GAMES, a 10 razy szybsza
Threshold = 0.99



Test 1-1 (score)

Jeden, ustalony stan startowy podczas trenowania i testow

Relative Enemy Angle
Angle 1 5 7 10 20 30 40 60 90

1 0,95 0,95 0,87 0,57 0,21 0,17 0,25 0,17 0,15
5 0,95 0,93 0,76 0,51 0,40

10 0,96 0,96 0,76 0,50 0,48

20 0,95 0,94 0,77 0,59 0,48 0,56 0,57 0,46

30 0,97 0,93 0,72 0,57 0,54 0,6 0,50 0,46
40 0,98 0,93 0,71 0,54 0,60 0,64 0,64 0,55

60 0,97 0,93 0,75 0,55 0,54 0,66 0,60 0,57 0,54
90 0,96 0,94 0,76 0,58 0,58 0,66 0,58 0,62 0,48

120 096 094 0,74 056 057 0,65 0,67 0,52
180 0,95 094 0,74 0,55 0,63 0,64 0,65 0,59 0,50

120
0,11
0,27
0,26

0,36

0,40
0,42

180
0,08
0,19
0,26
0,28
0,28
0,30
0,30
0,32
0,32
0,30

wektoryzator (40, 40) okazat sie nie by¢ globalnym maksimum




Test 1-1 (acc)

Accuracy na zbiorze treningowym

Relative

Angle 1 5 7 10
1 1,00 1,00 0,99 0,98

5 1,00 0,99 0,98 0,92
10 1,00 1,00 0,98 0,89
20 1,00 1,00 0,97 0,85
30 1,00 1,00 0,97 0,84
40 1,00 0,99 0,97 0,84
60 1,00 0,99 0,97 0,84
90 1,00 0,99 0,97 0,83
120 1,00 0,99 0,97 0,81
180 1,00 0,99 0,97 0,82

20
0,95

0,73
0,72
0,70
0,68
0,67
0,67
0,60

Enemy Angle
30

0,94

0,67
0,63
0,65
0,62
0,61
0,61
0,60

40
0,91
0,77
0,69
0,62
0,61
0,63
0,59
0,58
0,59
0,59

60
0,86

0,57

0,56
0,54
0,53
0,53
0,53

90
0,81

0,50

0,49
0,49

0,49

120
0,75
0,60
0,55

0,51

0,47
0,47

180
0,71
0,56
0,52
0,48
0,46
0,46
0,45
0,45
0,46
0,46

bardzo przejrzysta zaleznosc




Test 1-R

Trening na tym samym 1 stanie startowym co ostatnio
Test na losowych stanach probkowanych z okregu punktow:

= srodkiem okregu gracz
"  promien okregu =70

" poprzedni ustalony stan startowy tez ma odlegtos¢ = 70, wiec lezy na tym okregu
" nje trzeba zmienia¢ max czasu gry

Tym razem az 2004 powtorzen eksperymentu (gier).

= ze wzgledu na wiekszg losowos¢




Test 1-R

Relative
Angle 1

1 0,01
5

10

20

30

40 0,01
60

90 0,01

120

180 0,01

5
0,02
0,01
0,01

0,02

0,01

7

0,02

0,02

0,02

0,01

0,01

Enemy Angle
10 20 30
0,04
0,04
0,12
0,22
0,20
0,24
0,14 0,24

0,05 0,15 0,23

40
0,09

0,17

0,23
0,23
0,24
0,24
0,25
0,26

60

0,23
0,26
0,21
0,24
0,23
0,23

90
0,09

0,19

0,24
0,23
0,27
0,24
0,24

120
0,08

0,19
0,21
0,20
0,21
0,25

180
0,08

0,15

0,19

0,21

whniosek: byt duzy overfitting do ustalonego stanu poczatkowego

accuracy na zbiorze treningowym sie nie zmienito




Liczba Ktore kolory
pozycji
4 20tte
8 20tte + czerwone
16 20tte + czerwone + niebieskie
32 szare
64 wszystkie




Relative Enemy | Score  Accuracy | AScore AScore

Angle Angle T16R TI16R | T1-1 TI1R ® [renin g na 16 stanach

90 30 0.73 0.49 0.07 0.49

a0 w0 | o - vos  ow * Testnalosowych stanach

90 90 0.66 0.43 0.18 0.39 7 . . 7 7
0 w | oes \ o oo owm Probka: 2004 gier (powtorzen
40 60 0.65 0.55 0.10 0.39 ° Wybrane WEktoryzatOry

90 40 0.65 0.51 0.07 0.41

1 1 0.64 0.99 —0.31 0.63

180 40 0.63 0.41 —0.02 0.37

60 60 ] 060 048 1 003 036 Pgkgzana zmianha w porownaniu
5 5 0.57 0.98 —0.36 0.56

20 20 0.36 0.71 —0.12 0.24 e T-1-1:testitrening na jednym, ustalonym s
40 1 0.33 0.78 —-0.65  0.32 e T-1-R: trening na jednym, ustalonym stani
180 120 0.28 0.39 —0.14  0.03 losowych stanach

40 10 0.26 0.70 —0.28  0.22

10 10 0.25 0.88 —0.25 021

00 7 0.25 0.62 _0.51  0.24

Liczne wniosKki

20 180 0.19 0.48 —0.09 0.04




Wynik gry

Relative  Enemy Unique training states
Angle Angle 8 16 32 64
1 1 0.52 090 091 0.92
90 30 0.70 0.76 0.85 0.85
90 90 0.66 074 0.83 0.90
180 40 048 0.64 0.77 0.89

* Trening na podzbiorze kota stanow

e Test na 16 stanach

* Wybrane ,ciekawe” wektoryzatory z

roznych kategorii

Whnioski:

" uczenie na wiekszym zbiorze stanow niz
startowe ma sens!

" uczenie sie na roznorodnych stanach

kluczem!

=  drzewo decyzyjne musi inaczej
eksplorowac przestrzen niz MCTS, ktory

je nauczyt

= stopien poprawy zalezy od wektoryzatora

= niektore wektoryzatory potrzebuja

wiecej stanéw




Target Points
20
24
28
32
36
38
40
42
46
50
30

MCTS-100K  DT(90,30)

1.00
1.00
1.00
0.99
0.95
0.83
0.68
0.39
0.01
0.00
0.00

0.85
0.85
0.85
0.85
0.85
0.85
0.84
0.84
0.83
0.83
0.83

DT(1,1)
0.92
0.92
0.91
0.91
0.91
0.88
0.87
0.86
0.84
0.82
0.79

Whnioski:

MCTS jest skuteczniejszy o ile buc
obliczeniowy pozwala na znalezie
rozwigzania

MCTS sie kiepsko skaluje w proble
przestrzennych i sSrodowiskach takic
testowa

w odpowiednio ogdlnym problem
powtarzalnym zachowaniu) drzev
ma witasnosc generalizacji

drzewo decyzyjne, gdy juz dzi
sie skaluje



MCTS-Iterations
25K
50K
100K
200K

MCTS DT®9030) DT(,1)

220ms
420ms
792ms
1598ms

ljecie pojedynczej decyzji w grze

< 1ms
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Podsumowanie



Whnioski

e Metoda ma duzy potencjat, lecz wymaga sporo przygotowan (,,setupu”) oraz
pewnej Swiadomosci jej dziatania

* Ryzyko przeuczenia, overfitting

* Wektoryzacja ma ogromny wptyw

e Nie dla kazdej gry

* Uczenie na wielu unikalnych / réznorodnych sytuacjach

* Drzewo decyzyjne dobrze sie uogolnia
* moze nawet uzyskiwac lepszy wynik niz MCTS, ktory je nauczyt

e Wyprodukowane drzewo jest bardzo szybkie w dziataniu

 Ciekawe wyniki



Mozliwy rozwoj

Zastosowanie technik baggingu i boostingu

= w szczegolnosci lasow losowych

Uczenie przy pomocy MCTS zupetnie czegos innego niz drzewo decyzyjne

B ywaga — mozna stracic¢ klarownosc, testowalnosc i wyjasnialnos¢

Sprawdzenie w innych srodowiskach testowych

Szacowanie btedu, ktory powstaje przy konwersji miedzy postaciami

Proba automatycznego tworzenia wektoryzatorow
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